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基于 Res-DNN 的端到端 MIMO 系统信号检测算法 
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摘  要：深度学习可通过提取无线通信数据的内在特征提升信号检测效果。针对 MIMO 系统信号检测存在的性能与

复杂度的折中问题，提出一种基于深度学习的端到端 MIMO 系统信号检测方案。基于残差深度神经网络的编码器和

解码器分别替代无线通信系统的发送端和接收端，将它们看作一个整体通过端到端的方式进行训练。编码器首先对

输入数据进行特征提取，进而建立通信模型并传入迫零检测器进行初步检测，最终通过解码器重构得出检测信号。仿真

结果表明，所提检测方案优于同类型算法，并且在牺牲一定时间复杂度的情况下，检测性能明显优于MMSE 检测算法。 
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end-to-end MIMO systems  
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Abstract: Deep learning can improve the effect of signal detection by extracting the inherent characteristics of wireless 
communication data. To solve the tradeoff between the performance and complexity of MIMO system signal detection, an 
end-to-end MIMO system signal detection scheme based on deep learning was proposed. The encoder and the decoder 
based on residual deep neural network replace the transmitter and the receiver of the wireless communication system re-
spectively, and they were trained in an end-to-end manner as a whole. Firstly, the features of the input data were extracted 
by encoder, then the communication model was established and was sent to the zero forcing detector for preliminary de-
tection. Finally, the detection signal was reconstructed through the decoder. Simulation results show that the proposed 
detection scheme is superior to the same type of algorithm, and the detection performance is significantly better than that 
of the MMSE detection algorithm at the expense of a certain time complexity. 
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0  引言 

多输入多输出（MIMO, multiple input multiple 

output）技术可通过多天线实现更好的复用增益，

从而提升无线通信系统的容量及可靠性[1]。MIMO
系统的复杂度与天线的数目息息相关，尤其是
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MIMO 系统信号检测算法的复杂度会随着天线数

目的增多呈指数级增长。目前，信号检测算法多为

传统算法的改进，所以如何在保证一定系统信号检

测性能的基础上降低算法复杂度，依然是该领域的

研究热点。 
MIMO 系统的信号检测即在接收端设计得到

合理的数据恢复算法，从而提高通信系统的检测性

能。传统的信号检测算法主要分为线性检测算法和

非线性检测算法。非线性检测算法中最大似然估计

（MLE, maximum likelihood estimate）是最优的检测

算法，复杂度较高，因此一些非线性算法皆以降低

MLE 算法复杂度为目标，如球形译码算法[2]、半定

松弛算法[3-4]、近似消息传递[5]等。此类非线性检测

算法应用于 MIMO 系统时复杂度仍较高，因此复杂

度较低的线性检测算法应用较广，如迫零（ZF, zero 
forcing）检测算法和最小均方误差（MMSE, min-
imum mean square error）检测算法等。ZF 检测算法

作为一种比较简单的信号接收器，主要原理是将信

道矩阵引起的干扰强制成零。ZF 检测算法以增加噪

声为代价抵消不同天线间的干扰，而 MMSE 检测

算法则是以最小均方误差为准则最小化发送信号

和估计结果之间的误差。为了进一步降低算法复杂

度，一些研究致力于改进 MMSE 检测算法，衍生

得到线性MMSE检测算法[6-7]以平衡MMSE检测算

法复杂度与性能之间的矛盾。上述算法在不同的通

信场景下有着不同的优势，选择合适的信号检测算

法对通信系统性能的提升具有重要的意义。总体上

讲，传统信号检测算法存在一些性能较低或复杂度

较高等问题，因此，需要提出一种新的检测方法应

对未来更加复杂的通信场景。 
目前，深度学习作为人工智能领域的一项重要

技术，在计算机视觉[8]、自然语言处理[9-10]等方面

得到了广泛应用。此外，无线通信中难以为复杂信

道建立准确数学模型的问题可通过深度学习解决，

深度学习如今已被广泛应用于无线通信领域且表

现良好。并且传统的通信系统多由多个模块组成，

而单个模块的优化并不意味着整个系统的性能的

优化，目前深度学习为实现系统端到端整体优化提

供了强力工具[11-12]。目前，有关深度学习和通信的

研究多着眼于信道状态信息（CSI, channel state 
information）反馈[13-14]、信号检测[15]以及预编码[16-17]

等方面。在无线通信的信号检测方面，文献[18]提
出了一种应用在 MIMO 信号检测上的深度神经网

络（DNN, deep neural network）OAMP-Net，对传

统正交近似消息传递算法[19]进行了改进。文献[20]
通过深度神经网络学习并恢复多级 MIMO 符号，以

此探究神经网络在学习高级波形的同时生成新波

形的可能性。文献[21]提出了一种并行检测网络

（PDN, parallel detection network），该网络由多个基

于深度学习的检测网络并行组成，通过设计特定的

损失函数降低了检测网络之间的相似性，提升了系

统性能。在时变的 MIMO 信道中，随着 PDN 并行

数量的增加，系统的检测性能得到显著的提升。文

献[22]将循环结构引入神经网络，提出一种低复杂

度的 MIMO 系统检测网络。该检测方案既可从零开

始训练，具有循环结构的网络，也可由其他深层的

神经网络模型转换而来。仿真结果表明，该算法在

性能下降很小的情况下降低了模型空间复杂度。文

献[23]提出了检测网络（DetNet, detect network），
该网络在最大似然估计算法的基础上引入梯度下

降算法，分别在两种信道类型中验证了该算法的检

测性能，仿真结果显示该方案优于传统的近似消息

传递检测算法。然而该文献的数据仿真仅考虑了

MIMO 系统接收端天线数目大于发送端的情况，并

且由于其在 MLE 基础上改进而来，网络模型仍具

有较高的复杂度。 
为了解决 MIMO 系统信号检测存在的性能与

复杂度的权衡问题，提出一种基于深度学习的

MIMO 系统信号检测方案，采用残差深度神经网络

（Res-DNN, residual deep neural network）以端到端

的方式进行信号检测。基于 Res-DNN 的自动编码

器中的编码器和解码器网络分别代表通信系统的

发送端和接收端，编码器首先对输入数据的内部特

征进行学习，之后将编码器的输出作为发射信号通

过无线信道进行传输，接下来将接收到的数据传入

一个迫零检测器中进行初步的检测，最终解码器网

络根据检测结果重构得出发送信号。 

1  系统模型 

考虑一个收发双方同时配备多根天线的

MIMO 无线通信系统，发送端的天线数目为 tN ，

接收端天线数目为 rN 。MIMO 系统架构如图 1 所

示，数据流经过发送端之后再通过发射天线传入

信道，接收天线接收数据后在接收端进行信号的

检测与恢复。天线间的数据传输共用一个频带，

节省了带宽资源。 
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图 1  MIMO 系统架构 

MIMO 系统发送长度为τ 的信号，发送信号为
tN τ×∈X ，接收信号为 rN τ×∈Y 。MIMO 系统的

信号检测模型可表示为 
 = +Y HX N  (1) 
其中， r tN N×∈H 为发射天线和接收天线之间的信

道矩阵，服从瑞利分布。 rN τ×∈N 为加性高斯白噪

声，服从均值为 0、方差为 2σ 的高斯分布。 
MIMO 系统信号检测即在信道信息已知或者

未知的前提下，通过一些算法检测或恢复发送信号

X ，本文考虑信道信息完全已知的情况。传统算法

中的 ZF 检测算法和 MMSE 检测算法，因其较低的

复杂度可有效地恢复得到信号而在实际中较为常

用。线性检测一般指接收信号乘以一个加权矩阵后

得到估计值，之后进行判决得到结果。 
首先对线性检测算法进行探讨，对于 ZF 检测

算法，其加权矩阵为 

 ( ) 1H H
ZF

−
=W H H H  (2) 

该矩阵为信道矩阵H 的伪逆矩阵，它起到了逆

转信道的作用。ZF 检测算法的结果为 

 
( )

( )

1H H
ZF ZF

1H H

−

−

= = =

+

X W Y H H H Y

X H H H N
 (3) 

其中， ( ) 1H H−
H H H N 表示真实信号与检测结果之

间的误差。 
对于 MMSE 检测算法，其加权矩阵为 

 ( ) 1H 2 H
MMSE σ

−
= +W H H HI  (4) 

其中， 2σ 为噪声的统计信息，I 为单位矩阵。MMSE

算法的检测结果为 
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−
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(5) 

对于非线性检测算法中的 MLE 检测算法，其以

计算所有可能的 X 与信道矩阵H 的乘积和接收信号

Y 间的最小欧氏距离为准则。该算法的检测结果为 

 
t

2
ML argmin

NM∈
= −

X
X Y HX  (6) 

其中，M 表示信号的星座集， tN 表示发射天线的

数目。MLE 检测算法可达到最大后验概率检测的最

优性能，然而其计算复杂度随着调制阶数及天线数

目的增多呈指数增长。因此，MLE 检测多作为参考

基准算法。 
上述的检测算法中 ZF 检测算法比较简单，因

为放大了噪声，所以检测性能较差，而 MMSE 检

测算法考虑了噪声的因素，性能较于 ZF 算法得到

了不小的提升，但性能仍然较低。一些非线性检测

算法的性能虽然达到了次优，但因其复杂度较高而

在实际中应用较少。 

2  基于 Res-DNN 的端到端信号检测方案 

深度学习通过多层神经网络及每层的神经元对

输入的海量标签数据特征进行学习，实现对目标的准

确预测或分类。每一层的神经元通过提取数据样本中

不同的特征，得到比较全面的数据特征信息。基于端

到端的深度学习方案则是将需要多模块处理的问题

通过训练单个模型使其得以解决。当采用多个模型解

决一个较为复杂的问题时，由于各个模块的目标函数

不同，某一模块的损失函数指标可能与总体的目标存

在偏差，最终导致训练完成的模型很难达到最优的性

能，采用端到端的训练方式即可解决该问题，通过对

整体进行优化以提升系统检测性能。 
2.1  所提方案的网络结构 

一般情况下，深层神经网络层数的增加意味着

学习数据特征能力的增强，但实际情况并非如此。

当网络层数增加到一定程度时，网络模型的性能会

出现下降的现象，从而导致网络模型的能力退化。

这种情况主要是由于深层网络中较易出现梯度爆

炸或者梯度消失。针对此问题，采用基于深度残差

网络[24]的 Res-DNN[25]。本文提出的信号检测算法

主要对通信数据进行处理，深度神经网络可满足本

文场景；而卷积神经网络主要适用于图像领域，所

需算力更高，因此本文将原本残差网络中的卷积神

经网络替换为满足信号检测需求的深度神经网络，

在此基础上设计构建基于 Res-DNN 的端到端的

MIMO 系统信号检测网络模型。 
Res-DNN 由多个残差块组成，旨在解决深层网
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络模型中随网络层数增加模型性能退化的问题。每

个残差块由 3 层网络组成，第一层网络经过激活函

数后的输出与第 3 层网络激活函数之前的数据流相

加，共同作为下一层网络的输入。随着网络层数加

深，网络对数据特征的处理得以有所保留地进行。

残差块结构如图 2 所示，在保证深层神经网络本身

所具有前向计算输出、反向传播更新参数能力的同

时，第 L1 层整流线性单元（ReLU, rectified linear 
unit）激活函数后的数据流加到了第 L3 层激活前

的输出上，可有效解决网络层数增大造成的提取

特征能力的降低。Res-DNN 则是由不同的残差块

级联组成。 

 
图 2  残差块结构 

对于 MIMO 系统信号检测，提出一种采用

Res-DNN 端到端地进行 MIMO 信号检测的神经网

络模型。如上所述，Res-DNN 可解决由于网络加深

导致的模型能力退化问题。MIMO 通信系统的发送

端和接收端分别由基于 Res-DNN 的编码器和解码

器替代。类似于自动编码器的方式，将整个系统当

作一个整体进行训练。自编码器模型一般由两部分

能组成：第一部分是编码器的映射，可学习并提取

输入数据的内在特征；第二部分是解码器的映射，

利用编码器学习到的数据特征重构输入数据。采用

端到端的训练方式，可以避免不同模块之间原本的

缺陷，在一定程度上实现了全局优化，提升了系统

的检测效率。 
基于 Res-DNN 的端到端信号检测方案框架如

图 3 所示，MIMO 系统的发送端和接收端分别由

Res-DNN 所替代。首先，发送信号 X 作为输入数

据传入第一个 Res-DNN 进行特征提取得到 X ，接

下来将其发送到一个无线信道中进行传输。为了更

好地提升系统的检测性能，将神经网络与传统的 ZF
检测算法相结合，在接收端网络重构数据之前对传

入的数据进行 ZF 检测。之后将经过初步检测后的

信号传入到第二个 Res-DNN 进行原始数据的重构，

最终得到网络输出的检测结果 AEX 。 

对于编码器网络，其输入为发送信号。从输入

到该网络输出的映射 EF 可表示为 

( ) ( )( )E E, L Lf fθ Ι Ι= × + × + × +F X X W b W b W bⅡ Ⅱ  

  (7) 

其中， Eθ 为此部分的参数集合， N N
k

×∈W 和
N

k ∈b 分别为编码器第 k层网络的权值矩阵和偏

置值矩阵， I k L< < ， L为编码器的网络层数，N
为每层神经网络的神经元个数， ( )f ⋅ 为激活函数。 

对于解码器网络，其输入为由编码器输出，再

由无线信道和 ZF 检测处理后的信号。该部分的映

射 DF 可表示为 

( ) ( )( )D D 1 21 2, K Kf fθ = × + × + × +F X X U v U v U v   

  (8) 

其中， Dθ 为解码器的参数集， N N
i

×∈U 和 N
i ∈v

为解码器第 i层的权值和偏置值，其中，1 i K< < ，

K为解码器网络层数。除末层神经网络外，其余每

 
图 3  基于 Res-DNN 的端到端信号检测方案框架 
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层均采用 ReLU 激活函数。ReLU 可在提高计算效

率的同时对梯度消失进行补偿。每层网络的神经节

点在传入下一层网络之前经过一个非线性函数，可

达到去线性化的目的，从而更适合解决实际应用中

的非线性问题。 
自编码器中的编码器和解码器网络根据一个

损失函数进行参数的迭代更新，损失函数指网络预

测值与输入数据之间的均方误差，本文采用适用于

高斯分布的二次代价函数作为损失函数。网络的输

入首先与第一层网络的权值相乘后与偏置值相加，

再经过激活函数处理后作为下层神经网络的输入，

其中权值和偏置值均已知。由神经网络前向传播得

到从输入数据中学习的特征，之后以最小化输出与

数据标签间的误差为目标进行反向传播迭代更新

每一层的权值和偏置值，如此循环直至收敛。损失

函数Loss 可表示为 

 
2

AE 2
1

1Loss
R

jR =

= −∑ X X  (9) 

其中， AEX 为网络输出的信号检测结果，R 为每次

训练时训练样本的大小。 
学习率指参数更新调整的幅度大小。学习率过

大将导致模型不易收敛，过小将造成收敛效率过

低。本文采用可自动调整学习率的 Adam 优化器，

Adam 可使学习率呈指数级衰减。训练前期采用较

大的学习率得到次优的结果，其次随着迭代次数的

增加学习率会逐渐减小，可使训练后期的损失函数

值更加稳定并得到更加健壮的网络模型。 
此外，所提方案网络中的一些地方需要进行矩

阵维度的修整。在输入无线信道前需要对编码器输

出的数据进行维度的调整以进行系统模型的建立；

在经过 ZF 检测之后需调整传入解码器网络的数据

维度；网络最终输出结果的维度为发送信号的矩阵

维度，利于直接进行判决得出误码率。 
2.2  数据预处理 

目前神经网络输入的数据多为实数类型，尚不

能对复数数据进行处理，因此在整个研究工作中避

免直接处理复数，将复数形式的数据等效为实数形

式。输入的数据遵循式（10） 
( )
( )

( ) ( )
( ) ( )

( )
( )

( )
( )

 
= +

   

⎡ℜ ⎤ ⎡ℜ ℑ ⎤ ⎡ℜ ⎤ ⎡ℜ ⎤
⎢ ⎥ ⎢ ⎥ ⎢ ⎥ ⎢ ⎥
ℑ ℑ ℜ ℑ ℑ⎢ ⎥ ⎢ ⎥ ⎢ ⎥ ⎢ ⎥⎣ ⎦ ⎣ ⎦ ⎣ ⎦ ⎣ ⎦

-Y H H X N

Y H H X N
  (10) 

其中， ( )ℜ ⋅ 和 ( )ℑ ⋅ 分别表示实部和虚部。合并之后

的数据维度发生了变化，接收信号为 r2N τ×∈Y ，

发送信号为 t2N τ×∈X ，信道矩阵为 r t2 2N N×∈H ，

高斯白噪声为 r2N τ×∈N 。 

3  仿真结果 

3.1  参数配置 
针对 MIMO 无线通信系统的信号检测，将进行

所提方案相关参数配置的介绍以及仿真结果展示，

并对其性能进行分析，参数配置见表 1。 

表 1 参数配置 

类型 参数配置 

天线数目 8×8/16×16 

信道类型 瑞利信道 

调制方式 BPSK/QPSK 

训练数据的信噪比 15 dB 

神经网络层数 11 层 

训练次数 20 000 次 

神经元数目 128 个 

激活函数 ReLU 

初始学习率 0.000 3 

损失函数 二次代价函数 

优化器 Adam 

 
发射端和接收端的天线数目分别考虑 8×8 和

16×16 两种情况，无线信道类型为瑞利信道，调制

方式包括 BPSK 和 QPSK。网络所需要的训练数据

通过仿真产生，每次迭代的数据皆根据给定的分布

随机生成，网络的输入作为模型学习的标签。训练

数据为仿真产生的 15 dB 信噪比下的数据，训练次

数为 20 000，两种天线配置下的训练次数及训练信

噪比相同。非线性激活函数采用 ReLU 激活函数，

损失函数和优化器分别采用二次代价函数和 Adam
优化器，学习率的初始值设为 0.000 3，随着迭代次

数的增加学习率会逐渐减小直至收敛。 
通过测试发现，网络层数及神经元数目过小会

导致学习能力较低，过大则会造成模型易出现过拟

合现象。因此，通过仿真测试将神经网络层数设为

11，每层网络中神经元的数目设为 128，矩阵维度

调整处的神经元数目会适当增减。仿真时将 DetNet
的网络层数设置为 40，此时在所提方案的场景下

DetNet 算法的性能趋于饱和。训练阶段主要训练的

是固定单个信噪比下的数据。发送信号经过一个编

码器网络后进行无线通信系统模型的建立，接下来

进行 ZF 检测后传入解码器网络重构发送信号，最
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终输出估计值。测试阶段分别测试从 0～20 dB 下的

数据得到对应的误码率。 
3.2  仿真结果 

天线数目为 8×8、BPSK 调制下不同信号检测

方案的误码率对比如图 4 所示，主要包括 ZF 检测、

MMSE 检测、ML 检测、DetNet 检测以及基于

Res-DNN 的检测算法。各个检测算法的仿真均在相

同的条件下进行。仿真结果表明，MMSE 检测算法

优于 ZF 检测和 DetNet 算法，然而性能远低于 ML
检测。仿真时DetNet 检测中网络的层数设置为 20 层，

此时 DetNet 检测具有与所提方案相当的复杂度。此

外，DetNet 的研究仅考虑了接收端天线数目大于发

送端的情况，在该情况下其性能较好，而本文测试

对比的是收发天线数目相同条件下的 DetNet 算法。

所提检测方案性能优于列举出的传统线性检测算

法以及基于深度学习的 DetNet 检测算法。同时，在

0～4 dB 处所提方案略优于 ML 检测，随着信噪比

的增加，所提方案性能逐渐低于 ML 检测，但皆优

于除最优检测算法 ML 之外的其他检测算法。所提方

案通过自身较强的重构输入数据的能力，在 MIMO
系统信号检测方面表现出较好的误码率。 

 
图 4  天线数目为 8×8、BPSK 调制下不同信号检测方案的误码率对比 

为了探究本文提出的方案在天线数目增加后的

误码率情况，天线数目为 16×16、BPSK 调制下不同

信号检测方案的误码率对比如图 5 所示。仿真结果表

明，所提方案与 ZF 检测、MMSE 检测以及 DetNet
检测 3 种算法相比仍具有较大优势。此外，结合图 4、
图 5 可以看出，所提方案的误码率曲线与其他算法相

比平滑度有所欠缺，初步推断这是由于模型在训练时

输入只包含了单个信噪比下的数据，而测试时的输入

则为所有信噪比下的数据，但从总体误码率可以看出

所提方案仍能表现出较好的检测性能，深度学习在无

线通信系统信号检测上表现出了不俗的能力。 

 
图 5  天线数目为 16×16、BPSK 调制下不同信号检测方案的误码率对比 

为了进一步验证所提方案的性能，天线数目为

8×8、QPSK 调制下不同信号检测方案的误码率对比

如图 6 所示，天线数目为 16×16、QPSK 调制下不

同信号检测方案的误码率对比如图 7 所示。仿真结

果表明，QPSK 调制下随着天线数目的增多，DetNet
算法误码率性能逐渐上升，其余检测方案误码率曲

线变化较小。QPSK 调制下与 BPSK 调制下相比，

误码率曲线略微上升。但总体上看，误码率性能波

动较小。所提方案在 QPSK 调制下仍能表现出良好

的信号检测性能，依旧优于同等条件下的 ZF 检测、

MMSE 检测以及 DetNet 检测算法。这足以证明所

提出的方案在 MIMO 通信信号检测方面的可行性，

更印证了深度学习与传统算法结合的可能。 
天线数目为 8×8、BPSK 调制下 Res-DNN 与

DNN 的误码率对比如图 8 所示，其中未采用端到端

方式下，输入 DNN 的数据为经过信道到达接收端

的接收信号，输出的是恢复的发送信号。此时，DNN
主要承担接收端解调、判决等操作，发送端仍保留

了原来的调制等通信模块。仿真结果表明，采用

Res-DNN 作为编码器及解码器网络，其误码率性

能与另外两种方案相比具有明显的提升，表现出

基于 Res-DNN 的端到端检测方案在 MIMO 通信

系统中所发挥的重要作用。综上所述，所提出的

基于 Res-DNN 的端到端 MIMO 系统信号检测方

案，在同等条件下与一些传统检测算法及深度学习

检测算法相比，在检测性能上具有较明显的优势。 
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图 6  天线数目为 8×8、QPSK 调制下不同信号检测方案的误码率对比 

 
图 7  天线数目为 16×16、QPSK 调制下不同信号检测方案的误码率对比 

 
图 8  天线数目为 8×8、BPSK 调制下 Res-DNN 与 DNN 的误码率对比 

3.3  复杂度分析 
深度学习中网络模型的复杂度多用神经网络

中的参数量衡量，这不同于传统的通信算法复杂度

的衡量标准，因此为了便于统一对比分析，本文采

用平均计算时间作为复杂度的衡量标准。8×8 
MIMO系统QPSK调制下各检测算法的平均计算时

间对比见表 2。线性检测算法 ZF 检测以及 MMSE
检测的计算时间较短，最优检测算法 ML 的计算

时间最长。而所提检测方案的计算时间比 DetNet
算法的计算时间略长，但性能具有较明显的提升。

二者的计算时间皆位于线性检测和最优检测算法

之间，表明在复杂度增加可接受范围内，所提方

案的检测性能可达到较好的结果。 

表 2  8×8 MIMO 系统 QPSK 调制下各检测算法的 

平均计算时间对比 

检测算法 计算时间/s 

ZF 检测 0.000 025 1 

MMSE 检测 0.000 049 8 

ML 检测 0.525 025 8 

DetNet 检测 0.000 281 7 

所提方案 0.000 451 4 

 

4  结束语 

目前，在上层应用中得到广泛发展的深度学习

正在向无线通信物理层推进。为了解决无线通信中

存在的传统信号检测问题，本文提出了一种基于

Res-DNN 的端到端的 MIMO 系统信号检测方案，结

合深度学习与传统通信算法提升系统的检测性能。

采用端到端的方式将整个无线通信系统看作一个模

型进行训练，避免不同模块间相互影响，使得总的

目标函数更加明确，在一定程度上提高了系统的效

率。仿真结果表明，在可接受的计算开销内，所提

方案在多种调制方式下均优于 MMSE 检测算法。此

外，传统的多个模块级联处理问题的方式可以比较

清晰地分析单个模块的贡献程度，而端到端的训练

方式则不具备这种优势，即端到端模型内部机制的

可解释性仍存在欠缺，有必要在该方面投入更多的

研究。 
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